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1はじめに 

  点群映像は、3D空間上に表現された多数の点で構成されており、各点には座標や色などの複数の属性が

関連付けられています。点群映像システムは、人間に 6自由度（現在の最高レベル）の臨場感を提供する視

聴体験を可能にし、次世代の映像技術として注目されています。本研究では、点群映像の通信および計算に

おける制約を考慮し、連合強化学習に基づく点群映像のストリーミング手法を検討しました。実験の結果、

提案手法が非常に優れた性能を示すことが確認されました。 

2 点群映像ストリーミングの背景 

2-1 点群映像
点群は 3次元空間上の点で構成されており、各点には座標や色などの複数の属性が関連付けられていま

す。点群データの分布に応じて、点群の符号化手法は大きく 2つのカテゴリに分類されます［1, 2］。分布が

比較的均一な点群は、既存の 2次元映像技術を用いて 2Dフレームに投影することが可能ですが、疎に分布す

る点群データは階層的なキューブ（立方体）に分割され、各点がその所属するキューブのインデックスとし

て符号化されます。なお、点群の符号化処理は従来の映像に比べて計算コストが高いという特徴があります。

点群は、最も有望なボリュメトリック映像フォーマットの一つとされており、学術界および産業界の両方か

ら大きな注目を集めています［2,3］。点群映像を配信するためには、帯域幅に応じた画質適応、効率的な画

質評価指標、そして正確な 6自由度（6DoF）視野（Field of View: FoV）予測などが求められます［4, 5］。

例えば、点群映像を毎秒 30フレームでストリーミングする場合、生の点群映像のサイズが非常に大きいため、

必要な帯域幅は最大で 6Gbpsにも達することがあり、効率的な伝送手法が強く求められます［6］。 

2-2 点群映像の品質評価
点群映像の品質評価は、最適化の目的関数を定義するものであり、点群映像伝送システムにおける重要

な構成要素です。従来の映像伝送においては、ピーク信号対雑音比（PSNR）が一般的に用いられており、こ

れは基準フレームと復元フレームの画素ごとの差異を評価することで画質を定量化する指標です。また、

Video Multimethod Assessment Fusion（VMAF）は、主観的評価を反映した高度な指標として広く利用されて

います［7, 8］。点群映像の品質評価においても、これらと類似のロジックに基づく指標がいくつか提案され

ています。たとえば、文献［9］では、MPEG PCC［10］の品質評価ソフトウェアを用いて、点と点の歪みに基

づく PSNRを算出し、客観的な品質評価を行っています。また、文献［11］では、表現の基礎的な品質、ユー

ザーの視点からの詳細度、デバイスの解像度などに基づく効用（utility）指標を導入しています。さらに、

文献［12］では、拡張現実（AR）環境における動的点群に対して、ITU-T P.1203モデル［13］を調整した評

価モデルを提案しています。しかしながら、これらの手法の多くは基本的に従来の映像品質評価指標を踏襲

しており、点群映像特有の特徴を十分に考慮したものではありません。 

2-3 点群映像ストリーミング

近年、点群映像ストリーミングは注目を集めており、さまざまな研究が行われています［4, 14］。これ

らの研究の多くは、仮想現実（VR）映像のストリーミング手法［15, 16, 17］に類似したアプローチを採用

しており、映像を複数のタイルに分割し、ユーザーの FoV内にあるタイルのみを送信することで、定義され

た目的関数の最適化を図っています［11, 18］。文献［14］では、点群映像の伝送最適化において、エンコー

ディング処理の高い計算負荷を考慮しています。しかしながら、これらの手法はいずれもモデルベースであ

り、動的なネットワーク状況への適応性には欠けているという課題があります。 
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2-4 グアダプティブビットレートストリーミング 
 近年、アダプティブビットレート（ABR）ストリーミングにおいて、強化学習（Reinforcement Learning: 

RL）の活用が注目されています［19, 20］。M. Claeysら［21］は、環境との相互作用を通じてユーザーの QoE

（Quality of Experience）を最適化する、強化学習ベースの HTTPアダプティブストリーミングクライアン

トを設計しました。また、360度映像のストリーミングにおける RLベースのレート適応も、優れた性能を示

しています［22］。 

  この分野における主な課題としては、報酬関数の適切な定義や学習アルゴリズムの選定が挙げられます。

さらに、従来のローカル学習手法では、トレーニングデータセットの規模が個々のユーザーデバイスに限定

されるという重大な制約があります。通信環境はセッションごとに変化するため、各デバイスが十分なデー

タを収集し、様々なネットワーク状況に対応できるよう学習するには長い時間が必要となります。 Pensieve

［19］が指摘しているように、再学習（リトレーニング）の頻度は、モデルの汎化性能や新たなネットワー

ク挙動の出現頻度に依存します。Oboe［23］は、異なるネットワーク環境において Pensieveの性能を維持す

るためには再学習が不可欠であることをさらに示しました。 

 

2-5 プライバシーの懸念 
  ユーザープライバシーの保護は、これまでの研究ではほとんど考慮されていません。トレーニングに必

要なトラフィックメタデータ（例えば、伝送速度など）は、ユーザーのプライバシーを深刻に侵害する可能

性があります。例えば、攻撃者はトラフィック速度の変化からユーザーの活動を推測することができます［24］。

さらに、ユーザーの視線データからは、性別、年齢、認知状態、さらには精神的な障害といった大量の個人

情報が明らかになる可能性があります［25］。したがって、分散されたユーザーデータセットを収集する従来

の中央クラウドベースのトレーニング手法は、ユーザーのプライバシーを危険にさらすことになります。 

3 連合強化学習を用いた点群映像ストリーミング 

3-1 概要 
     私たちは FRAS(Federated reinforcement learning empowered adaptive point cloud video streaming) 

と呼ばれる方法を提案します. FRASは、点群ストリーミングを適応的に配信するビデオ・オン・デマンドシ

ステムであり、ユーザーにより高い QoE（Quality of Experience：体感品質）を提供します。図 3に示すよ

うに、点群映像は有線ネットワークを通じてサーバに送信され、タイル分割されます。その後、分割された

タイルは複数の品質レベルにサンプリングされ、圧縮されます。サーバは、これらすべてのタイル（圧縮・

非圧縮の両方）を用いて、各映像に対する MPD（Media Presentation Description）ファイルを生成し、ク

ライアントがオンデマンドで映像を再生する際に HTTP経由で提供します。各クライアントは、ユーザーの 6

自由度（6DoF）の姿勢、ネットワーク状況、バッファの状態、および MPDファイルから取得したタイル情報

などの環境情報に基づいて、強化学習（RL）ベースのレート適応手法により、必要なタイル IDおよび品質レ

ベルを選択します。その後、クライアントはネットワークインターフェースを通じて選択したタイルを取得

します。 

 

。
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   一方、学習フェーズにおいては、複数のクライアントが FRL（Federated Reinforcement Learning）アル

ゴリズムを通じて勾配情報を集約サーバに共有します。なお、映像ソースとサーバ間の帯域幅は一般的に十

分にあるため、本研究ではサーバとクライアント間の通信に焦点を当てます。この通信には、クライアント i 

における時刻 tにおける制限的かつ動的な帯域幅 B_{i,t}が関与します。ここで、t は、複数のフレームが

1つのグループとしてエンコードされる基本時間単位であり、これは従来の動画ストリーミングにおける GOP

（Group of Pictures）と同様です。帯域幅 B_{i,t}は、セクション 3-3で説明した帯域予測手法により推定

されます。 

   クライアント i は、時刻 t において FoV F_{i,t}を持ち、ユーザーが要求する最低品質 Q_iを下回らな

い映像を求めています。ユーザー i は、時刻 t において、圧縮タイルをデコードするための利用可能な計

算資源 C_{i,t}を持っています。クライアントは、6DoFの FoV、帯域幅、再生バッファ、およびデコード処

理の複雑さに基づいて、事前に定義された報酬ポリシーに従って RLを活用し、QoEの最適化を図ります。 

 
3-2 タイル分割とダウンサンプリング 
    クライアントの視野（FoV）内でのスムーズな視野切り替えと高品質な映像表示を実現するために、点群

映像は均質なタイルに分割されます。計算および通信効率を考慮し、FoV 内のタイルは FRL アルゴリズムに

よって選択されたエンコードレートで送信し、FoV 外のタイルは最低品質でエンコード・送信されます。ま

ず、対象となる点群空間を最適に囲む直方体を認識し、その 3次元サイズを特定します。その後、高さ方向

に垂直な平面上で N×M の分割を行い、高さ方向に H 層に分割します。最終的に、全体で N×M×H のタイ

ルが得られます。各時刻 tにおけるこれらの分割タイルは、さらに均等にダウンサンプリングされ、L 段階

の品質レベルに分類されます。 

 

3-3 FoVおよびネットワーク予測 
    360度映像では視点の自由度が 3つ（ヨー、ピッチ、ロール）であるのに対し、点群映像では位置に関

する 3つの自由度（x, y, z）が加わるため、合計 6自由度となります。これによりユーザーの没入感は向上

しますが、FoV（視野）の予測がより複雑になります。本研究では、ユーザーの FoVを予測するために、6自

由度を個別に予測し、それらを統合するというシンプルかつ効果的な手法を採用しています。各次元の予測

には、以下の 3つの手法を試験しました：前回の FoVを使用する手法, 線形回帰を用いる手法, 多層パーセ

プトロン（Multilayer perceptron：MLP）を用いる手法。 

  点群映像のストリーミングにおいては、ネットワーク帯域幅の予測も重要です。本研究では、帯域幅予

測の手法として、ゲート付きリカレントユニット（Gated Recurrent Unit：GRU）[26] と指数加重移動平均

（Exponentially Weighted Moving Average：EWMA）[27] の 2つを比較しています。GRUは、時系列予測に

広く用いられる人工リカレントニューラルネットワークのアーキテクチャであり、ロング・ショートターム・

メモリ（Long short-term memory： LSTM）に似ていますが、フォゲットゲート（忘却ゲート）を備えており、

LSTMと比較して計算複雑度が低く、わずかに高い性能を実現できる場合があります。一方、EWMAは時系列モ

デリングにおいてシンプルかつ強力な統計手法です。 

 
3-4 制約条件 

  前述の通り、FRASは FoV外のタイルを除き、選択的な品質レベルで全てのタイルを取得します。FoV外

のタイルについては、最低品質で送信されるか、全く送信されない場合もあります。本システムには、以下

の 3つの制約条件があります：  

 各タイルは、圧縮された状態または非圧縮の状態で送信されなければなりません。 

 任意の時刻 t において、送信されるすべてのタイルの総データ量は、ネットワーク帯域幅を超えて

はなりません。 

 送信されたすべてのタイルに対して必要なデコードリソースは、システムのデコードリソース上限

（キャパシティ）を超えてはなりません。  

 

3-5 ユーザースタディによる QoEモデリング 
   MPEGの点群圧縮標準 [38] に基づき、本研究ではジオメトリ歪みの指標として点対点 PSNRを採用して

います。したがって、品質評価指標として主に PSNR、エンコード品質レベル、シーンからの距離を考慮しま
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す。クライアントがシーンに近づくにつれて、ユーザーは各タイルの PSNRやその品質レベルに対してより敏

感になります。したがって、品質構成要素の重みは距離に応じて変化すべきです。よって、時刻 t における

クライアント i の FoV（視野）を F_{i,t}とすると、その受信映像の品質は以下のように定義されます：こ

れは、FoV内の各タイルについて、ユーザーの距離を考慮しながら、エンコード品質レベル l と PSNR q の

加重平均を示すものです。 

4 FRLによる適応的タイル品質選択 

   本セクションでは、通信および計算リソースの制約下で QoE（ユーザー体感品質）を最大化するために、

適切なタイル品質レベルを適応的に選択する手法として採用したフェデレーテッド強化学習（FRL：Federated 

Reinforcement Learning）について説明します。 

   最適化目標には、既存研究と同様にリバッファリング時間 T_r や品質の滑らかさ（品質変動）Δ_tも考

慮します。さらに、本研究では点群映像のデコードの複雑性にも注目しています。従来の映像ストリーミン

グでは、デコード遅延は非常に小さく、リバッファリング時間 T_rに含める必要はありませんでした。しか

し、モバイルデバイスでの映像ストリーミングに関する近年の研究では、QoE モデルにおいてコーディング

効率を考慮する動きが始まっています。本研究では、従来の映像ストリーミングと比較して、点群映像のス

トリーミングにおいてデコード遅延が特に重要であると強調します。その理由は以下の 2点です：点群映像

タイルのデコード処理は、従来の映像に比べてはるかに高い複雑性を持つことが、我々のデコードテストに

より証明されています。 

   前述の通り、点群映像ストリーミングでは、デコード負荷を軽減するために圧縮タイルと非圧縮タイルの

選択を取り入れています。そのため、デコード遅延を QoEモデルに組み込むことは、この問題をより効果的

に最適化する上で有効です。ただし、QoEにはすでに品質要素と時間要素が含まれているため、さらに第三

の要素（デコード容量など）を追加するとモデルの複雑性および学習の難易度が大幅に上がるという問題が

あります。このため、本研究では、デコードに必要な容量を直接使用するのではなく、「デコード時間ペナル

ティ」𝑇_dを QoEに導入します。これは、実際のデコード時間からチャンク（動画の単位）持続時間を差し

引いた値を指します。複数の品質レベルを持つ様々な点群映像に対して多数のデコードテストを実施し、そ

の平均値を本アルゴリズムに利用しています。これにより、点群映像ストリーミングにおける QoEは、以下

のように定式化されます： 

 

 

4-1 ローカルトレーニングのための強化学習 
  各クライアントの QoEを最適化するために、セクション 4で定義した目的関数に従って、強化学習（RL）

アルゴリズムを用いてローカルモデルをトレーニングします。前述の通り、各クライアントは短時間のうち

に限られたネットワーク環境に直面するため、汎化性と堅牢性のあるモデルを得るには、長期間にわたるデ

ータ収集と学習が必要です。しかし、これは QoEの低下やデバイスのバッテリー寿命に悪影響を及ぼします。 

  そこで本研究では、フェデレーテッドラーニング（FL）と強化学習（RL）を統合し、ユーザー間の学習

経験を集約することで、プライバシーを保ちつつ、データ拡張と学習の高速化を図ります。主な構成要素は

以下の通りです： 

 状態（State）：強化学習エージェントの入力は、s_t = (l_{t-1}, b_t, B_t, d_t, n_t, r_t)

です。各要素は以下の意味を持ちます： 

o l_{t-1}：前回の点群映像チャンクの選択されたエンコード品質レベル（非圧縮

タイルには圧縮タイルと異なるレベルインデックスが割り当てられる） 

o b_t：現在のバッファレベル 

o B_t：予測されたネットワーク帯域幅 
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o d_t：現在のチャンクのダウンロード時間 

o n_t：次の映像チャンクのサイズ候補のベクトル 

o r_t：残りの映像チャンク数 

 行動（Action）：エージェントは状態 s_t を受け取り、次の点群映像チャンクのエンコー

ド品質レベルを選択します。 

 学習手法：Actor-Criticアルゴリズムを用いてポリシーをローカルで学習します。報酬

は、セクション 4で定義された QoEに従って定義されます。累積割引報酬に関するポリシーの勾配

は、式(7)により計算されます [28]。 

 
4-2 FLアルゴリズム 
 
   本研究では、点群映像ストリーミングのための適応的なグループ化フェデレーテッドラーニング（Grouped 

Federated Learning）アルゴリズムを提案します。このアルゴリズムは、異種かつ動的なネットワーク環境

に対応しつつ、ユーザープライバシーを保護することを目的としています。詳細は文献 [29] を参照してく

ださい。 

5 シミュレーション 

5-1 シミュレーション設定 
  （1） ビデオソース  
   トレーニングには、Panoptic Studio から提供された 36 本の点群ビデオシーケンスを使用しました。テ

ストには、vsenseVVDB2データベース 2から提供された AxeGuy、LubnaFriends、Rafa2、Matis、Loot、Longdress

の 6本の点群ビデオを用いました。各点群フレームは 3×3×4のタイルに分割され、それぞれ 20%、40%、60%、

80%、100%の割合でサンプリングされます。これは品質レベル 1から 5に対応しています。エンコードおよび

デコードには、KD-treeを用いた Google Dracoコーデック 3を使用しています。標準化された MPEGの V-PCC

エンコーダ 4ではなく Dracoを使用する理由は、性能が優れており、現行のハードウェアでリアルタイムデ

コードが可能なためです。 

    

   (2) ネットワーク条件 

   点群ビデオは圧縮後でも高ビットレートであるため、実験における現実的なスループット変動を再現する

ためには高帯域幅のトレースを用いる必要があります。そこで、Lumos5G [30]が提供する商用の mmWave 5G

スループットデータセットの帯域幅トレースを再生してネットワークをシミュレートしました。このデータ

セットは歩行および車両移動の 2つのモビリティモードにおける 118本のトレースを含み、合計 18時間以上

のアクティブモニタリングをカバーしています。テスト中、アルゴリズムは 3.3節で述べたように予測帯域

幅を用いて次のビデオチャンクのエンコード品質を選択し、選択された品質レベルと予測帯域幅およびその

他の状態指標を用いて報酬を計算します。 

 

  (3) 視野（FoV） 

本研究では、ViVo [31]が提供するビューポート軌跡データセットを使用します。これは 4つのボリュメト

リックビデオにおけるスマートフォンユーザーやヘッドセットユーザーを含む 32人のユーザーのビューポ

ート軌跡を提供しており、位置情報（x, y, z）と方向情報（yaw, pitch, roll）を含み、合計 1万点以上の

データ項目があります。3.3節に述べたように、各次元の予測には以下の 3つの手法を用います。 

1. LAST（Last FoV）：前の時点の FoVを現在の FoVとして使用 

2. LR（線形回帰）および 
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3. MLP（多層パーセプトロン）：過去 8個のビューポートの履歴ウィンドウから現在の FoVを予測。MLP

には 8個および 2個のニューロンを持つ 2層の軽量ニューラルネットワークを用い、活性化関数は ReLU、

重み最適化はLimited-memory BFGS（L-BFGS）[32]を使用しています。LRおよび MLPはいずれも scikit-learn

ライブラリで実装しています。 

 

(4) QoE評価 
   提案した QoEモデルの評価のために、既存の 2つの QoEモデル（PSNRおよび POSTER）と比較しました。

PSNRは画像品質評価で広く使われる客観的指標です。POSTER[33] はユーザーの主観的な品質により近い指

標であり、視覚的品質やユーザー指向の指標を推定に利用し、VMAF[34]よりも優れた性能を示しています。

QoEモデルの視聴距離固定の制約を補うため、中間距離（1.3m、1.7m、2.3m、2.7m）での値を補間により推

定しました。 

 

(5) モデルおよび評価指標 
    FRASモデルでは、過去 12回分の帯域幅測定値をサイズ 4、ストライド 1の 128個のフィルターを持つ 1

次元畳み込み層に入力します。次のチャンクのサイズ候補は同様の形状の別の 1D-CNNに入力されます。これ

らの層の出力は 128ニューロンの隠れ層で統合され、ソフトマックス関数が適用されます。クリティックネ

ットワークは同一構造ですが、出力層は線形ニューロンです。割引率はγ=0.99、アクターとクリティックの

学習率はそれぞれ 10^-4と 10^-3、エントロピー係数βは 5から 0.1へ 3×10^5イテレーションにかけて減

衰します。10クライアントによる協調学習を行い、FRLアルゴリズムでグローバル勾配を集約する 1台の集

約サーバを設置しています。本構成は TensorFlow 2.3.0で実装しました。 

 

(6) ベースライン 
性能比較のため、以下の 5つのベースラインを実装しました。 

• ViVo[31]：6DoFの特性を考慮したモバイルボリュメトリックビデオストリーミングの包括的研究で、ト

リーミングを最適化。 

• QUETRA[35]：選択されたビットレート、ネットワークスループット、バッファ容量を用いた待ち行列モ

デルに基づき、期待バッファ占有率を計算するレート適応アルゴリズム。 

• Pensieve[19]を適用した強化学習（RL）手法：単一 RLモデルを訓練。 

• robustMPC[36]：予測スループットの誤差を正規化により考慮し、MPCを改善。 

• Buffer-Based（BB）[37]：起動フェーズのバッファ占有率に基づき品質レベルを選択。占有率が 0.1秒

を下回らないようにし、1秒を超えた場合は最高品質を自動選択。 

 

(7) 実装環境 
  上記ベースラインをサポートするため、PCL 1.9.1と QT 5.12を用いて点群ビジュアライザを構築しま

した。ビジュアライザは、各アルゴリズムを実装した ABRクライアントからの品質選択決定を取得するよう

設定しています。プレーヤーは再生バッファ容量 5000msに設定しています。各シーケンスは 300フレーム、

10秒間の動画で、より現実的な再生シナリオを再現するためにループ再生します。また、実験では GOPを 10

に設定し、1チャンクあたり約 330msとし、短時間に多数のリクエストが送信されることを回避しています。

ビデオプレーヤーと ABRサーバはクライアントと同一サーバ上で動作し、Intel Xeon Gold 6246R CPU、NVIDIA 

GeForce GTX 3090 GPU、480GB SSDを搭載しています。HTTPサーバは Python HTTPモジュールで構築し、タ

イル化された点群動画および対応する MPDファイルを格納しています。実際のストリーミングシステムでは、

ユーザーが方向を素早く変えられ、モーションシックネスを防止するため、全点群に対して最低品質の圧縮

ベースレイヤを実装しています。 

 

5-2 シミュレーション結果 
 

  （1） トレーニング 
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まず、コアアルゴリズムである FRLのトレーニング性能を、Pensieveから適応した RLアルゴリズムと比

較して検証しました。図 2aおよび図 2bには、両アルゴリズムのトレーニング中の報酬および損失の推移を

示しています。FRLの曲線はグローバルなフェデレーテッドラーニング（FL）モデルの値を表し、一方で RL

の曲線は個別クライアントモデルの値を示しています。収束後の FRLは、報酬で 9.77%、損失で 49.50%上回

り、Pensieveを凌駕しました。 

 
（2） テスト

 
 

公益財団法人電気通信普及財団 
研究調査助成報告書　第40号　2025年度



 

8 

 

   異なるネットワーク条件下で収集した帯域幅トレースを用いて、FRAS の性能をベースラインと比較して

検証しました。図 3および図 4に示すように、FRASはほとんどのシナリオにおいてすべての指標でベースラ

インを大幅に上回る結果を示しました。具体的には、FRASは平均 QoE（報酬）において、robustMPC、BB、QUETRA、

ViVo、Pensieveと比較してそれぞれ 66%、57%、38%、9%、6%の改善を達成しました。さらに、平均ビデオ品

質レベルは robustMPC、BB、QUETRA、ViVo、Pensieve と比較してそれぞれ 108%、85%、51%、8%、5%向上し、

平均 PSNR についても同様に 15%、13%、9%、2%、1%の改善を示しました。また、平均リバッファリング時間

は QUETRA、robustMPC、BB、ViVoと比較してそれぞれ 67%、56%、33%、11%減少しました。 

なお、全体で 5段階のエンコード品質レベル（各レベルは圧縮版と非圧縮版が存在）を用いているため、

ベースラインに対する改善は平均品質レベルの向上とほぼ一致し、PSNRの改善結果とも整合しています。こ

のため、FRASはベースラインよりも帯域幅の使用率が高くなっていますが、一方で全テストアルゴリズム中

で最小のリバッファリングを示しており、これは FRASが帯域幅の飽和頻度を最も低く抑えていることを示し

ています。したがって、FRASは利用可能な帯域幅を最適に活用し、性能と QoEの最良のトレードオフを実現

できることが証明されました。 

6. 結論 
  本研究では、点群映像の通信および計算に関する制約を考慮し、連合強化学習に基づく点群映像ストリ

ーミング手法について検討しました。実験により、提案手法が非常に良好な性能を示すことが確認されまし

た。    

  なお、紙幅の都合により、本報告では主に上述の FRASに関する内容に焦点を当てていますが、それ以外

にも以下の複数の研究を行いました。 

a. 点群映像における視点予測に関して: 新たな映像顕著性検出手法を提案しました。この手法では、領域

映像顕著性情報とユーザーの視聴履歴を用いた、視点予測を行っています。実験により、本手法は既存の最

先端手法を上回る性能を達成したことが確認されました。 

b. 映像伝送最適化に関して: 従来手法では有限時間を前提とした最適化が一般的でしたが、本研究では無

限時間領域を考慮した伝送最適化問題を定式化し、それに対応する最適化アルゴリズムを設計しました。シ

ミュレーションの結果、提案手法は既存の手法に比べて大幅な性能向上を示しました。 
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